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圖 3-6 卷積網路之共享權重概念 

 

 

圖 3-8 RGB 三通道之卷積網路架構 
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圖 3-12 GoogLeNet (Szegedy et al., 2015) 

 

 

圖 3-13 VGGNet (Simonyan & Zisserman, 2014) 

 

 

圖 4-3 序列學習類型(Karpathy, 2015) 



 

 

 

 

 

 

 

 

 

 卷積神經網路(Convolutional neural network, CNN; ConvNet) (LeCun et al., 

1998)為模仿人類在學習辨認(recognition)圖像或是物件(object)的功能及過程。

人類在學習辨認的過程中，先是利用視網膜(retina)、視丘(thalamus)、視覺皮層

(visual cortex)和下側顳葉皮質(inferior temporal cortex)的階層結構來辨認圖像。 

 因此，卷積神經網路主要被用來解決非結構化資料(unstructured data) －－例

如，圖形、影像或語音等，這些資料均為實務問題中，經常需被處理的資料類

型(Krizhevsky et al., 2012)。若以前章所提及的深度前饋式神經網路模型來進行

處理，往往會有參數過多而導致模型過適化(overfitting)的疑慮。試想，若以一

個灰階 28 28像素的圖片而言，一個神經網路的輸入層將會有 784個投入變數；

若圖片為 RGB全彩，則將會有 2352 (28 28 3) 個投入變數，其中 3為紅色、

綠色及藍色三個維度。當考慮深度前饋式神經網路模型時，所需訓練的參數數

目將會相當驚人。因此，學者提出卷積神經網路來試圖模仿人類在辨識圖像時

所採用的「過濾(filtering)」及「歸納(summarizing)」的功能，來辨認出圖像的

歸屬類別。 
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3-1  卷積神經網路架構 

 卷積神經網路的優點是可以考慮到資訊間的相依性(dependency)，又可在不

損失資訊下，大幅減少所需要的參數，其組成可分為五個部份介紹如下(Zhou et 

al., 2016)： 

1. 投入層(Input Layer) 

 由於卷積神經網路在深度學習中主要的處理標的為圖像，因此投入層的

變數為圖像的像素強度(pixel intensity)。以一個長、寬各 100 的 RGB
全彩圖片而言，其投入變數即有 100 100 3 個維度，而強度值域則為

0到 255。 

2. 卷積層(Convolution Layer) 

 卷積層的目的即為將投入層之圖像，透過「過濾器(filters)」的功能來轉

化為輸出特徵圖(output feature maps)。而特徵圖的目的即為降低圖像的

雜訊或是偵測出圖像的邊緣，這有助於神經網路更能辨認正確的圖像。

如同一般的前饋式神經網路可在隱藏層中加入多個神經元，在卷積層中

亦可指定多個過濾器來輸出多個特徵圖，以同時擷取更多圖形的特徵。 

3. 池化層(Pooling Layer) 

 池化層的功能有歸納局部特徵值並達到大幅降低維度的目的，亦具有抗

干擾的作用。常見的池化方式有最大化及平均化池化。 

4. 仿射層(Affine Layer) 

 池化層的結果將會被視為另一個深度前饋式神經網路的投入層，而此仿

射層或稱為全連結網路的結果即為圖像預測的結果。 

5. 活化函數(Activation Function) 

 一般常見用於卷積層及仿射層的活化函數為 ReLUs型式；而仿射層在輸

出層的活化函數多為 softmax或是 sigmoid函數。 
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 卷積神經網路的流程可描述如圖 3-1所示： 

 

圖 3-1 卷積神經網路架構 

如同深度學習加入多層隱藏層的概念，我們亦可重覆多次的卷積層及池化層來建

構深度的卷積神經網路模型，以達擷取高度複雜特徵圖及大幅降低維度的目的。 

 卷積層內容 

 卷積層為用來擷取圖像特徵的有利機制，它的目的就像透過過濾器的效果

來強化圖像中的特定特徵，例如水平特徵或垂直特徵。一般常見的過濾器效果

包括高斯(Gaussian)、平均數(mean)、中位數(Median)、Sobel、Canny過濾器等，

而每種過濾器的效果各異，例如高斯、平均數及中位數過濾器的效果在於去除

噪音及顆粒；Sobel及 Canny過濾器則對偵測圖形邊緣有顯著效果。然而在卷積

神經網路中，並不直接設定過濾器效果而是透過亂數隨機生成，這樣的設定雖

然不像傳統過濾器的方式，但可以透過設定多個隨機過濾器，來擷取圖像不同

的特徵並避免過多人為因素的干擾，來最佳化損失函數及圖像辨識。 

 卷積層中的超參數(hyper parameters)設定(Albawi et al., 2017)如下： 

1. 過濾器尺寸(Filter Size) 

 過濾器尺寸為定義過濾器之長度及寬度。例如，一個 3 3長寬的過濾器

則有 9個權重，而這些權重在卷積神經網路中為隨機生成。因此，使用

者只需要設定過濾器尺寸大小即可。 
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2. 步幅大小(Stride) 

 步幅大小為將圖形套用過濾器時，每次處理所移動的距離。步幅的設定

愈大，則卷積的輸出則愈小，亦即形成較小的輸出特徵圖。 

3. 填補大小(Padding) 

 填補值為在圖像的四周加入特定值，其目的是要維持原有圖像大小。若

不加填補值，在卷積後所得的輸出特徵圖將會小於原始的圖像，這樣在

一個深度的卷積神經網路模型就會讓輸出特徵圖持續縮減維度到 1的純

量。在卷積神經網路中，一般在圖像四周加上 0作為填補值。 

 在設定完卷積神經網路的超參數後，即可計算出輸出特徵圖的空間維度

(spatial dimension)如下： 

2 1l f pd
s

    (3.1) 

其中，l為原始圖像之長度或寬度；f為過濾器之長度或寬度；p為四周填補 0的

維度；s為步幅大小。 

 例如有一個 4  4的圖像在轉換成陣列後(投入特徵圖)，可以得到如圖 3-2
所示： 

2 3 3 2

1 1 3 2

1 3 3 0

1 3 3 3

圖 3-2 投入特徵圖範例 

 在設定 2 2的過濾器及填補維度、步幅大小均為 1下，可計算出輸出特徵

圖之空間維度： 

4 2 2 1 1 5
1

d       
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相關概念可表示如圖 3-3所示： 

 
0 2 3 3 2 

2 6 7 8 4 

1 3 7 8 2 

1 5 9 6 3 

1 4 6 6 3 

0 0 0 0 0 0
0 2 3 3 2 0

0 1 1 3 2 0

0 1 3 3 0 0

0 1 3 3 3 0

0 0 0 0 0 0

 

1 1

1 0
( )

 

圖 3-3 卷積運算過程 

，其中 ( ) 為過濾器的內積運算。 

 由於原始圖像的長寬相同，因此只需計算輸出特徵圖的長度或寬度即可得

到空間維度的結果各為 5。若我們希望輸出特徵圖的空間維度不改變原始圖像之

維度，則可設
1

2
fp  ，代入輸出特徵圖的空間維度公式後，可得輸出特徵圖

的空間維度相等於原始圖像之維度。然而並非給定任意的超參數均可達到整數

解，此時輸出特徵圖即會產生錯誤，此時必須利用增加填補值來避免錯誤發生。 

 池化層內容 

池化層的主要目的為縮小(downsampling) 輸出特徵圖(Scherer et al., 2010)。所謂

的降維是指透過指定較低空間維度的接受域(receptive field)，來將原本輸出特徵

圖的維度降低；而採樣的目的是為了不讓高維度的資訊損失，而對局部的資訊

進行歸納處理，而形成單一的區塊資訊。常用於卷積神經網路的池化包括最大

池化(max pooling)運算及平均池化(average pooling)運算等。舉例而言，若有某

個輸出特徵圖如下，並指定 2 2 的最大池化運算及步幅為 2，則可得到池化層

的輸出如圖 3-4所示： 
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 0 1 0 1

1 3 0 1

2 0 2 0

1 3 2 1

3 1

3 2( )max 
 

圖 3-4 池化層運算 

 池化層有幾個主要的特色，首先與卷積層不同的是，在權重修正過程中，

並不需要設定學習率。再著，池化層有相當的穩建性(robustness) (尤其是最大池

化運算)，亦即輸入資料即使有小偏差，並不會影響池化層的結果。例如：以最

大池化運算而言，只有區塊內的最大值會影響池化層的輸出，這樣的特色又稱

為雜訊抑制(noise suppression)。 

 過濾器權重訓練 

 假設有某個 3 3的圖像輸入如圖 3-5所示，而過濾器為 2 2的核(kernel)，

在步幅為 1及不填補值的情況下，可得知輸出特徵圖為 2 2的矩陣。 

 

圖 3-5 輸出特徵圖 

 上圖過濾器的權重為原始權重的反轉矩陣，其原因會再做解釋。在不考慮

活化函數的情況下，可計算卷積層的輸出特徵圖公式為： 

11 22 11 21 12 12 21 11 22o w a w a w a w a      

12 22 12 21 13 12 22 11 23o w a w a w a w a     



   3-7 

21 22 21 21 22 12 31 11 32o w a w a w a w a     

22 22 22 21 23 12 32 11 33o w a w a w a w a     

 上述的例子可用 2維的網路模型表達如圖 3-6所示： 

 

圖 3-6 卷積網路之共享權重概念(見彩色圖) 

其中，相同顏色的路徑表示相同的共享權重值(shared weights)，此為卷積神經網

路之一大特色。 

 將上述網路模型一般化後，可得輸出特徵圖的方程式為： 

( 1 )( 1 ) ( 1 )( 1 )
1 1

k k

ij k m k n i m j n
n m

o w a       
 

  (3.2) 

其中，過濾器的空間維度假設為 k k 的方陣。若設成本函數為 L，各權重之修

正值即可計算為： 

1 1

1 1

k k
ij

j iij ij ij

k k
ij

ij
j i ij

oL L
w o w

o
w



 

 

 
  








        
  (3.3) 

其中， ij
ij

L
o

 
 表損失函數對輸出特徵圖的梯度值。 
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 另一方面，
ij

ij

o
w



的結果可計算如下： 

( 1 )( 1 )
1 1

k k
ij

i m j n
n mij

o
a

w    
 




    (3.4) 

 因此，我們可以得到池化層權重的修正值為： 

( 1 )( 1 )
1 1

k k

mn i m j n
n mij

L a
w

    
 

 
   (3.5) 

 相較於仿射層而言，卷積層只需訓練較少權重參數即可完成，其主要是藉

由鄰近的元素來共享同一個權重來縮減所需的參數數目。我們可以將卷積神經

網路展開成一般網路模型如圖 3-7所示： 

 

圖 3-7 一般化卷積神經網路 

由此可知，輸入層到卷積層的權重，由原先的 12個縮減為 3個(相同顏色表共享

的權重)，而鄰近的元素共享相同的權重。對比於右邊的仿射層而言，可大幅減

少訓練的權重個數。 
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 池化層權重訓練 

相對於卷積層，在池化層中的倒傳遞演算法就較為容易，以最常使用的最大池

化及平均池化運算來考量如下。設 g(x)為最大池化或平均池化運算之加總函數

並分別定義如下： 

 
1 1

1 if  max( )
max( ),

0

1,

ij

ij

k k

ij
j i

ij

i
g

xg
otherw sex

x
g

k x k
 

      
  
 



x
x

x  (3.6) 

因此，若是使用最大池化運算，則誤差將回傳到上一層中，區塊內最大值的位

置，而其他位置則為 0；然而，若使用的是平均池化運算，則誤差將回傳
1
k
至 

上一個區塊的所有位置。 

 完整的卷積神經網路模型 

 在瞭解卷積層及池化層的運作方式後，我們可以建構完整的卷積神經網路

模型，並理解其資訊前向傳遞及誤差倒傳遞的過程如下： 

 假設有某輸入圖像 I 及過濾器 F，則我們可以定義一個輸出圖像 G 的交叉

相關(cross-correlation)為： 

 G I F  (3.7) 

其中，為外積運算，或表示為： 

[ , ] [ , ] [ , ]
k k

u k v k
G i j I u v F i u j v

 

     (3.8) 
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 則卷積運算可定義為： 

 G I F  (3.9) 

或表示為： 

[ , ] [ , ] [ , ]
k k

u k v k
G i j I u v F i u j v

 

     (3.10) 

而上式的公式又等價於： 

[ , ] [ , ] [ , ]
k k

u k v k
G i j I i u j v F u v

 

     (3.11) 

由上述公式可知，交叉相關與卷積運算的差別僅為過濾器的反轉(flipped)，亦即

水平及垂直同時翻轉。 

 考慮一個完整的卷積神經網路模型如圖 3-8，並假設一個 RGB三通道全彩

的投入特徵圖(input feature map)為 I，過濾器為 k的方陣： 

 

圖 3-8 RGB 三通道之卷積網路架構(見彩色圖) 
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在考慮偏權值 b及活化函數 ReLU後，可計算出 RGB三通道的卷積層輸出各

別為： 

1 1 1 1( , ) ( , ) ( , )
k k

u k v k
C i j ReLU I i u j v k u v b

 

     
 
  ; (3.12) 

2 2 2 2( , ) ( , ) ( , )
k k

u k v k
C i j ReLU I i u j v k u v b

 

     
 
  ; (3.13) 

3 3 3 3( , ) ( , ) ( , )
k k

u k v k
C i j ReLU I i u j v k u v b

 

     
 
   . (3.14) 

 若考慮卷積層的輸出必須為單通道，則可以將 RGB 三通道的卷積層輸出

加總為： 

3

1
( , ) ( , ), ,m

m
C i j C i j i j



  . (3.15) 

 接著我們設定池化運算子為平均運算，因此可得池化層的結果為： 

1 1

0 0

1( , ) ( , ), ,
2

n n

u v
P i j C ni u nj v i j

n

 

 

    . (3.16) 

其中，n為池化層維度。我們亦可忽略(3.15)，直接對卷積層所有輸出進行(3.16)
處理，再合併所有平坦化後的向量值。 

 池化層的輸出將連接另一個仿射層去計算預測值，但由於池化層的輸出為

一個矩陣，因此我們將池化層的結果進行平坦化(flatten)/向量化(vectorization)
處理，來得到向量值： 

 { ( , )}f F P i j  (3.17) 

上述之反函數可表達為： 

 1( , )P i j F f . (3.18) 
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 若仿射層的權重矩陣為 W，偏權值為 b，並設定活化函數為 Softmax，可計

算出結果預測值為： 

 ŷ Softmax bWf .  (3.19) 

因此，損失函數可計算為: 

21 ˆ( )
2

z

i i
i

L y y  . (3.20) 

上述結果即為卷積神經網路的前傳遞(forward propagation)過程。當然我們可以

考慮增加卷積層及池化層的數目，形成具深度的卷積神經網路模型。 

3-2  倒傳遞法進行參數更新 

 在進行倒傳遞法的參數更新時，首先必須考慮各參數對損失函數的偏微

分，並從最後層依序更新到第一層的權重(Zhang, 2016)。因此，我們先考慮仿射

層的網路權重W對損失函數之偏微分如下： 

LW
W
 


    

ˆ
ˆ
L y
y W
 
   (3.21) 

 ˆ( )

ˆ ˆ ˆ( ) (1- )

i i

i i i i j

y y Softmax Wf b
W

y y y y f

  


 
 

令 ˆ ˆ ˆ ˆ( ) (1- )i i i i iy y y y y   ，則 

ˆ= TW yf   (3.22) 
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設定學習率 (0,1] ，可得仿射層的網路權重W參數更新如下： 

W W W   . (3.23) 

 接著考慮仿射層的偏權值對損失函數的偏微分： 

Lb
b
 
  (3.24)

 

ˆ

L b
b W
y

 
 

 
 

設定學習率 (0,1] ，可得參數更新如下： 

b b b   . (3.25) 

在池化層中的權重修正值可由向量化修正值的反函數求得： 

 1( , )P i j F f    (3.26) 

其中， 

ˆ
ˆ

L L yf
f y f
    
    (3.27) 

ˆTW y   

 而卷積層的更新值可由放大(upsampling)池化層的結果計算而得，且在本模

型中使用平均池化運算，因此卷積層的更新值可計算為： 

1( , )
2

C i j P
n

   ( ,i j
n n
   
      

), ,i j  (3.28) 

其中，   表取頂函數(ceiling function)。 
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在設定學習率 (0,1] ，可得參數更新如下： 

C C C    (3.29) 

 由於上式卷積層的結果為 RGB三通道的輸出加總而得，故以平均方式計算

各別通道的修正值為： 

1( , ) ( , )iC i j C i j
m

    (3.30) 

在設定學習率 (0,1]  ，可得參數更新為： 

i i iC C C    (3.31) 

 再來考慮過濾器的權重修正值，計算過程如下： 

i
Lk
k
 


 

i

i i

CL
C k


 

 (3.32) 

, 180

(1 ) ( , )i i i

ii rot

C C C P i u j v
I C 

    
   

其中， , 180i rot
I 表對 iI 矩陣進行 180度反轉。 

設定學習率 (0,1] ，可得參數更新如下： 

i i ik k k    (3.33) 

 最後為過濾器偏權值的更新值，其計算過程為： 

i
i

Lb
b
 
  (3.34) 

,

i

i i

p

CL
C b
C 


 

 
 



   3-15 

在設定學習率 (0,1] ，可得參數更新如下： 

i i ib b b    (3.35) 

以上即為所有參數在經過倒傳遞演算法後，得到的各參數更新值的公式。 

3-3  數值範例 

 為讓讀者對於卷積神經網路之前傳遞及倒傳遞過程有更深入的暸解，我們

考慮一個數值的範例結果如圖 3-9所示： 

 

圖 3-9 卷積神經網路範例 

由數值範例所提供的投入特徵圖，並在考慮 2 2 過濾器及 ReLU 活化函數，且

步幅為 1及不考慮填補值下，可計算得： 

C(1,1)=ReLU(0.29 -0.24+0.53 0.22+0.67 0.50+0.04 -0.39) = 0.37 

C(1,2)= ReLU(0.53 -0.24+0.39 0.22+0.04 0.50+0.57 -0.39) = ReLU(-0.24) = 0 

其他輸出特徵值讀者可以上述方式自行計算而得。 
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 接著，我們設定最大池化運算來計算池化層之輸出特徵圖，並設定 2 2 維

度的池化層輸出及步幅為 2，則結果如下： 

 

若為平坦化則將輸出特徵圖的 0.21與 0.27交換位置可得。 

池化層的輸出特徵圖可計算如下： 

P(1,1) = max{0.37, 0.00, 0.12, 0.09} = 0.37 

P(1,2) = max{0.27, 0.00, 0.00, 0.18} = 0.27  

P(2,1) = max{0.21, 0.06, 0.00, 0.00} = 0.21  

P(2,2) = max{0.00, 0.00, 0.24, 0.13} = 0.24 

 池化層的輸出可再經過向量化處理形成仿射層之投入向量如下： 

 

圖 3-10 卷積神經網路之仿射層範例 
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 為計算出預測值之結果，可假設 W1 及 W2權重為： 

1

0.29 0.31
0.65 0.56
0.02 0.31
0.66 0.35

W

 
 
 
 
 
 

 及 2

0.56
0.31

W  
  
 

 

因此，隱藏層的輸出值可計算為： 

h1 =  (0.37 0.29+0.21 0.65+0.27 0.02+0.24 0.66) = 0.6005 

h2 =  (0.37 0.31+0.21 0.56+0.27 0.31+0.24 0.35) = 0.5987 

其中，
1( )

1 xx
e

 


 為 logit函數。 

 最後，預測值的結果 ŷ ，可計算如下： 

ŷ  =  (o1) =  (0.6005 0.56+0.5987 0.31) = 0.6276 

若假設實際值 y為 1，則權重的更新值，可由倒傳遞演算法進行 delta值的計算

再加上原權重值而得，而隱藏層的 delta值，可分別計算為： 

1h  = ( ŷ -y)  ŷ   (1- ŷ )  h1 = (0.6276-1)  0.6276  (1-0.6276)  0.6005  

= -0.0523 

2h  = ( ŷ -y)  ŷ   (1- ŷ )  h2 = (0.6276-1)  0.6276  (1-0.6276)  0.5987  

= -0.0521 

而池化層的 delta值，亦可計算為： 

1,1P  = (-0.0523 0.29-0.0521 0.31) = -0.0313 

1,2P  = (-0.0523 0.65-0.0521 0.56) = -0.0632 

2,1P  = (-0.0523 0.02-0.0521 0.31) = -0.0172 

2,2P  = (-0.0523 0.66-0.0521 0.35) = -0.0527 
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 依據池化層的 delta值結果，對應卷積層的位置，可得到卷積層的權重修正

值如下： 

 

 

 

 最後的過濾器權重修正值，可計算如下： 

0.29 0.53 0.39 0.71 0.90
1 0 1 0 0.0313 0.0000 0.0632 0.0000

0.67 0.04 0.57 0.19 0.55
1 1 0 1 0.0000 0.0000 0.0000 0.

0.92 0.48 0.69 0.87 0.85
1 1 0 0

0.77 0.15 0.14 0.29 0.58
0 0 1 1

0.02 0.05 0.60 0.24 0.13

k rotate






 

  
  
   
  
      

0000

0.0172 0.0000 0.0000 0.0000

0.0000 0.0000 0.0527 0.0000

0.2375 0.2013

0.1932 0.1366





 

 

   
  
  
  
  
   

   
 

  

 卷積神經網路的好處在於針對圖像等高維度的投入層，透過共享權重、卷

積運算及池化運算後，可大幅減少權重參數及投入維度，並可透過過濾器來有

效擷取像素間空間性(spatial)及時間性(temporal)的相依資訊，再將池化層輸出的

結果透過平坦化方式輸入一般的仿射層後，也不會對網路的運算造成太大的負

擔，這可以有效解決傳統的前饋式神經網路在處理高維度資料時，在運算所造

成的大量參數估計及運算效能問題(Lee et al., 2016)。 

 我們可以用 MNIST 資料集做一個例子，由於圖片為 28 28 的像素，若直

接進行平坦化處理可得維度 784 的向量，若有神經元為 100 的隱藏層二個，輸

出層 10個類別，則權重參數即有 78,400,000個，這對模型的運算要求及資料量

的要求，將會非常的高。然而，卷積神經網路經由卷積層及池化層的運算後，

能大量減少資料維度，且保留資料的重要特徵，這對於應用神經網路於影像或

視訊的分類或預測處理，都具有重要的成效。 

-0.0313 0.0000 -0.0632 0.0000 

0.0000 0.0000 0.0000 0.0000 

-0.0172 0.0000 0.0000 0.0000 
=C

0.0000 0.0000 -0.0527 0.0000 
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3-5  程式範例 

 在本章的程式範例中，將考量二個資料庫來進行卷積神經網路的示範。第

一個資料庫為 MNIST；第二個資料庫為 CIFAR-10，為全彩的圖片並由 10種類

別組成，包括飛機、車、船、鳥、貓、鹿、狗、青蛙、馬、卡車十類，因此可

以用此資料庫來考慮三通道的 CNN模型。 

範例一：本範例為考慮單通道 CNN模型。首先，我們可以先輸出 MNIST的數

字圖形來進行查看： 

from __future__ import print_function 
import numpy as np 
import keras 
from keras.datasets import mnist 
import matplotlib.pyplot as plt 
#載入套件 

 
list1=[0,1,2,3,4,5,6,7,8,9] 
#目標 list 0-9 
(x_train, y_train), (x_test, y_test) = mnist.load_data()# 分割訓練集資料與測試集資料 

 
#調整目標樣本型態，訓練集資料 

x_train = x_train.reshape(60000, 784) 
x_test = x_test.reshape(10000, 784) 
x_train = x_train.astype('float32') 
x_test = x_test.astype('float32') 
x_train /= 255 
x_test /= 255 
print(x_train.shape[0], 'train samples') 
print(x_test.shape[0], 'test samples') 
 
# 轉換類別向量為二進制分類 

y_train = keras.utils.to_categorical(y_train,num_classes=10) 
y_test = keras.utils.to_categorical(y_test,num_classes=10) 
 
#inline matplotlib 
def images(image,i): 
    plt.imshow(image.reshape(28,28),cmap='binary') 
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    plt.show() 
    plt.savefig(str(i)+".png") 
 
def check_num(i,p): 
    if  i in list1: 
        print(i) 
        images(x_train[p],i) 
        list1.remove(i) 
             
    else: 
        print("element is exist") 
 
p=0 
while (list1): 
    check_num(int(np.argmax(y_train[p])),p) 
    p+=1 
print(int(np.argmax(y_train[0]))) 

可得資料庫數字結果展示 1到 0如下圖所示： 
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 接著，我們可以開始進行卷積神經網路對 MNIST資料的分類問題訓練，程

式如下所示： 

from __future__ import print_function 
#載入函式庫  

import keras 
import matplotlib.pyplot as plt 
from keras.models import Sequential 
from keras.layers import Dense, Dropout, Activation 
from keras.layers import Conv2D,MaxPooling2D,Flatten 
from keras.datasets import mnist 
 
#自定義平坦化函數 

def CNN_Onehot(x_train,x_test,batch_size,num_classes,epochs,y_train,y_test): 
    model = Sequential() 
      model.add(Conv2D(filters=16,kernel_size=(5,5),padding='same',input_shape=(28,28,1))) 
    model.add(Activation('relu')) 
    model.add(MaxPooling2D(pool_size=(2,2))) 
    
    model.add(Conv2D(filters=36,kernel_size=(5,5),padding='same')) 
    model.add(Activation('relu')) 
    model.add(MaxPooling2D(pool_size=(2,2))) 
    model.add(Dropout(0.25)) 
 
    model.add(Flatten()) 
     
    model.add(Dense(128,activation='relu')) 
    model.add(Dropout(0.5)) 
     
    model.add(Dense(10,activation='softmax')) 
     
     
    print(model.summary()) 
    model.compile(loss='categorical_crossentropy',optimizer='adam',metrics=['accuracy']) 
     
    history = model.fit(x_train, y_train, 
                    batch_size=batch_size, 
                    epochs=epochs, 
                    verbose=1, 
                    validation_data=(x_test, y_test)) 
    loss,acc = model.evaluate(x_test, y_test, verbose=0) 
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    print('Test loss:', loss) 
    print('Test accuracy:', acc) 
     
    #透過 matplot 繪圖顯示訓練過程 

        plt.subplot(211) 
    plt.plot(history.history['acc']) 
    plt.plot(history.history['val_acc']) 
    plt.title('model accuracy') 
    plt.ylabel('accuracy') 
    plt.xlabel('epoch') 
    plt.legend(['train', 'test'], loc='best') 
    plt.subplot(212) 
    plt.plot(history.history['loss']) 
    plt.plot(history.history['val_loss']) 
    plt.title('model loss') 
    plt.ylabel('loss') 
    plt.xlabel('epoch') 
    plt.legend(['train', 'test'], loc='best') 
    plt.tight_layout() 
    plt.show() 
batch_size = 256 # 批次大小 
num_classes = 10 # 類別大小 
epochs = 100 # 訓練迭代次數 
(x_train, y_train), (x_test, y_test) = mnist.load_data()# 分割訓練集資料與測試集資料 

 
#調整目標樣本型態，訓練集資料 

x_train = x_train.reshape(x_train.shape[0],28,28,1) 
x_test = x_test.reshape(x_test.shape[0],28,28,1) 
x_train = x_train.astype('float32') 
x_test = x_test.astype('float32') 
x_train /= 255 
x_test /= 255 
print(x_train.shape[0], 'train samples') 
print(x_test.shape[0], 'test samples') 
 
# 轉換類別向量為二進制分類 

y_train = keras.utils.to_categorical(y_train, num_classes) 
y_test = keras.utils.to_categorical(y_test, num_classes) 
 
if __name__ == "__main__": 
    CNN_Onehot(x_train,x_test,batch_size,num_classes,epochs,y_train,y_test) 
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 在本範例的 CNN網路架構，包含兩個卷積層及池化層，且在卷積層各使用

16及 32個過濾器，並考慮 dropout機制，再把所得的結果經由平坦化後，投入

多層感知機進行分類預測。其詳細網路架構及待估參數個數如下圖所示： 

 

 本範例的參數訓練結果，如下圖所示： 
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 實證的結果顯示，CNN模型的測試集正確率為 99.40%，其訓練過程如下

圖所示： 

 

範例二：範例二則考慮 CNN三通道分類模型，我們一樣可以先展示出 CIFAR-10
資料內的 10 張圖片，可看出每張圖均為 RGB 全彩圖形，並由車、鳥、馬、船

等類別組成，如下圖所示： 

 

接著，我們可以利用 CNN模型來考慮一個三通道的 CNN分類模型，其程式如

下： 

from __future__ import print_function 
 
import numpy as np 
import keras 
import matplotlib.pyplot as plt 
from keras.models import Sequential 
from keras.layers import Dense, Dropout, Activation 
from keras.layers import Conv2D,MaxPooling2D,Flatten 
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from keras.datasets import cifar10 
 
def CNN_Onehot(x_train,x_test,batch_size,num_classes,epochs,y_train,y_test): 
    model = Sequential() 
    model.add(Conv2D(filters=32,kernel_size=(3,3),input_shape=(32,32,3),padding='same')) 
    model.add(Activation('relu')) 
    model.add(Dropout(0.25)) 
    model.add(MaxPooling2D(pool_size=(2,2))) 
    model.add(Conv2D(filters=64,kernel_size=(3,3),padding='same')) 
    model.add(Activation('relu')) 
    model.add(Dropout(0.25)) 
    model.add(MaxPooling2D(pool_size=(2,2))) 
    model.add(Flatten()) 
    model.add(Dropout(0.25)) 
    model.add(Dense(1024)) 
    model.add(Activation('relu')) 
    model.add(Dropout(0.25)) 
    model.add(Dense(10,activation='softmax')) 
    print(model.summary()) 
    model.compile(loss='categorical_crossentropy',optimizer='adam',metrics=['accuracy']) 
     
    history = model.fit(x_train, y_train, 
                    batch_size=batch_size, 
                    epochs=epochs, 
                    verbose=1, 
                    validation_data=(x_test, y_test)) 
    loss,acc = model.evaluate(x_test, y_test, verbose=0) 
    print('Test loss:', loss) 
    print('Test accuracy:', acc) 
     
    #透過 matplot 繪圖顯示訓練過程 
    plt.subplot(211) 
    plt.plot(history.history['acc']) 
    plt.plot(history.history['val_acc']) 
    plt.title('model accuracy') 
    plt.ylabel('accuracy') 
    plt.xlabel('epoch') 
    plt.legend(['train', 'test'], loc='best') 
    plt.subplot(212) 
    plt.plot(history.history['loss']) 
    plt.plot(history.history['val_loss']) 
    plt.title('model loss') 
    plt.ylabel('loss') 
    plt.xlabel('epoch') 
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    plt.legend(['train', 'test'], loc='best') 
    plt.show() 
 
batch_size = 256 # 批次大小 
num_classes = 10 # 類別大小 
epochs = 100 # 訓練迭代次數 
(x_train, y_train), (x_test, y_test) = cifar10.load_data()# 分割訓練集資料與測試集資料 
 
#調整目標樣本型態，訓練集資料 
x_train = x_train.astype('float32') 
x_test = x_test.astype('float32') 
x_train /= 255 
x_test /= 255 
print(x_train.shape[0], 'train samples') 
print(x_test.shape[0], 'test samples') 
 
# 轉換類別向量為二進制分類 
y_train = keras.utils.to_categorical(y_train, num_classes) 
y_test = keras.utils.to_categorical(y_test, num_classes) 
 
if __name__ == "__main__": 
    CNN_Onehot(x_train,x_test,batch_size,num_classes,epochs,y_train,y_test) 

 在本範例的 CNN 網路架構，

包含兩個卷積層及池化層，且在卷

積層各使用 32及 64個過濾器，並

考慮 dropout 機制，再把所得的結

果經由平坦化後，投入多層感知機

進行分類預測。其詳細網路架構及

待估參數個數如右圖所示： 
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 本範例的參數訓練結果，如下圖所示： 

 

 實證的結果顯示，三通道的 CNN 模型，測試集正確率為 75.13%，正確率

及損失函數之訓練過程如下圖所示： 

 

實證結果顯示，模型有過適化問題，讀者可嘗試前章所提的方式來減少過適化

學習問題。 




